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1. Wprowadzenie

Zanim przystapie do dyskusji zasadniczego problemu tC_] pracy najpierw chciatbym
kilka uwag poswiecic glownym celom jakie sobie stawia sztuczna inteligencja. Istnieja
tutaj dwa poglady (nie wykluczajace sie). Pierwszy z nich glosi, ze celem sztucznej
inteligencji jest opracowanie programow mogacych symulowac inteligentne zachowanie
sie - drugi zas przyjmuje, 2e celem sztucznej inteligencji jest modelowanie pracy
mozgu.

Pierwsze rozumienie sztucznej inteligencji wiaze sie z psychologia, filozofia i
na ten temat pojawia sie od dluzszego czasu bardzo duza liczba prac, na pograniczu
filozofii, psychologii i informatyki (patrz np. Bachimot, B. (1991), Bersini, H.
(1991), Davis, R. i Lenat, D. (1982), Frixione, M. (1991), Hempel, C. G. (1952),
Hunt, E. B. (1974) oraz Krish, D. (1991)). Przy blizszym zapoznaniu sie z tym
kierunkiem okazuje sie, iz nie wiadomo dokladnie co to jest inteligencja i trudno w
istocie mowi¢ o symulacji tego pojecia.

W drugim rozumieniu sztucznej inteligencji natrafiamy na podobne kiopoty jak w
pierwszym, gdyz mimo olbrzymiej pracy wiozonej w badania struktury i funkcji mozgu,
do tej pory nie rozumiana jest ani istota tego organu ani nawet pojedynczego neuronu.
W tej sytuacji trudno mowic powaznie 0 modelowaniu mozgu.

Dlatego czesto przyjmuje sie skromniejszy cel. Wedtug tego pogladu glownym celem
“sztuczej inteligencji jest opracowanie programow, ktore pozwala maszynie (robotowi,
automatowi) zachowac sie celowo w otoczeniu, lub mowiac inaczej - opracowanie
programow, pozwalajacych na rozwiazywanie mozliwie szerokiej klasy konkretnych
problemow zwiazanych z analiza danych otrzymywanych z otoczenia - i odpowiednie
reagowanie na ich podstawie celem rozwiazania okreslonego zadania. W niniejszym
opracowaniu przyjmiemy takie wiasnie rozumienie sztucznej inteligencji.

Tak wiec "inteligentne" programy (maszyny, roboty, automaty) maja na celu
"wlasciwe" reagowanie na sygnaly z otoczenia, przyczym pojecie sygnalu jak i
otoczenia ma bardzo ogolne znaczenie. Istnieja tutaj dwa podejscia.

Pierwsze, zwane behawiorystycznym (lub funkcjonalnym) glosi, ze do zrealizowania
postawionego powyzej zadania wystarcza algorytmy, ktore kazdej, intersujacej nas
sytuacji otoczenia, reprezentowanej poprzez  odpowiednie sygnaly, przypisuja
jednoznacznie “"wyjscie" (decyzje, akcje, sterowanie etc.). Typowymi reprezentantami
tej klasy sa przede wszystkim sieci neuronowe oraz systemy wspomagania decyzji. W obu
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wymienionych przypadkach rezultat dzialania systemu zalezy jedynie od wejscia i

ewnetualnie stanu wewnetrznego systemu. W istocie, od strony teoretcznej, podejscie
to moze byc wiec uwazane za szczegolny przypadek teorii automatow skonczonych.

Kierunek drugi, zwany symbolicznym, zaklada, ze do wiasciwego zachowania sie
robota (automatu) w otoczeniu konieczne jest aby robot posiadai pewna "wiedze" o
otoczeniu w ktorym ma dzialac, lub innymi slowy, aby swiat otaczajacy robota byl
reprezentowany w jakis spossb w jego pamieci. A wiec nie wystarcza w tym celu
jedynie sygnaly dochodzace z otoczenia i zapisane na nie z gory reakcje robota, a
konieczne jest "rozumienie” przez robota otaczajacego go swiata. W tym celu musi on o
tym swiecie posiadac odpowiednia wiedze, ktora to wiedza jest odpowiednio
reprezentowana w jego pamieci.

Chociaz na tematy te ukazuje sie olbrzymia liczba publikacji (patrz np. Aikins,
J. S. (1983), Airenti, G. i Colombetti, M. (1991), Bersini, H. (1991), Bobrow, D. G.
(1977), Bobrow D. G, and Winograd, T. (1977), Brachman, R. ]J. 1Sm1th B. C. (1980),
Brachman; R.J o Levesque, H. J. (Ed.) (1986), De Glas, M. (1991), Davis, R. iLenat,
D. (1982), Frixione, M. (1991), Grzymatia-Busse, J. (1988), Halpern, J. (1986), Hayes-
Roth, B. and McDermott, J. (1978), Holland, J. H., Holyoak, K. J., Nisbett, R. E. i
Thagard, P. R. (1986), Hunt, E. B. (1974), Hunt, E. D., Marin, J. i Stone, P. J.
(1966), Kerber, M. (1991), Krish, D. (1991), McDermott, D. (1978), Minski, M. (1975),
Newell, A. (1982), Oriowska, E. (1989), Ortowska, E. and Pawlak, Z. (1984a),
Orlowska, E. i Pawlak, Z. (1984b), Vakarelov, D. (1987), Vakarelov, D. (1989),
Wasilewska, A. (1987), Wasxlewska,A (1988), Ziarko, W. (1987)) - to jednakze poglad
na to co to jest wiedza i jak ja nalezy reprezentowac nie jest sprawa zbyt jasna i
brak jest jednolitych pogladow na stan, cele i metody tej dziedziny (patrz Brachman
(1990)).

Warto dodac, ze problematyka wiedzy od dawna zajmowali sie rowniez logicy i
filozofowie (patrz np. Hempel, C. G. (1952), Hintika, J. (1962), Popper, K. (1959),
Russell, B. (1950)), co dopiero kilka lat temu zostalo odkryte przez informatykow.

Od roku 1980 nastapito zwrocenie duzej uwagi na mozliwosci zastosowania logiki
do celow reprezenteacji wiedzy i dzisiaj logika jest jednym z glownych narzedzi
reprezentacjii wiedzy (chociaz nie jedynym), stad nazwa tego kierunku - symbolizm.
Zaleta logiki jest jej scislos¢ oraz bogactwo srodkow formalnych, ktore moga byc
przydatne w problematyce reprezenatcji wiedzy. Dokladniej biorac chodzi tu nie
wytacznie o klasyczny rachunek predykatow, a o cata klase logik zbudowanych zaroewno
przez logikew dla celow scisle logicznych (patrz np. Kripke (1971)), jak i logik
zaproponowanych przez informatykow specjalnie dla celow sztucznej inteligencji (patrz
np. McCarthy (1981), Gabbey, D.M. (1984)).

Metody logiczne reprezentacji wiedzy, mimo swych niewatpliwych zalet, posiadaja
rowniez powazne wady. Glowna z nich to fakt, ze logika nie odzwierciedla mechanizmow
rozumowan stosowanych we wnioskowaniach potocznych, ktore sa niewatpliwie
najcieckawsze z punktu . widzenia zainteresowan sztucznej inteligencji. Ogranicza to
znacznie mozliwosci systemow budowanych w oparciu o srodki logiczne.

Jednym z glownych problemow w rozumowaniach potocznych jest koniecznose
operowania pojeciami niescistymi (nieostrymi), wiadomo natomiast, ze logika dopuszcza
jedynie mozliwose poslugiwania sie pojeciami scislymi (ostryml) Klasyczne srodki
logiczne sa w przypadku poje¢ nieostrych bezuzyteczne. Problem nieostrosci pojec
interesowal zreszta od dawna rowniez logikow i filozofow (patrz np. Black, M. (1937),
Black, M. (1963), Fine, K. (1975), Hunt, E. B. (1974), Kohl, M. (1969), Popper, K.
(1959), Russel, B. (1923), Russell, B. (1950)) - jednakze rezultaty tych rozwazan,
z uwagi na ich bardzo ogolny charkter, sa dla sztucznej inteligencji  malo
przydatne, chociaz niewatpliwie maja one znaczenie metodologiczne.
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Najbardziej znany model matematyczny poje¢ nieostrych, zwany teoria zbiorow
rozmytych, zostal zaproponowany przez Zadeha (patrz Zadeh (1965)). Model ten, mimo
duzej krytyki (glownie ze strony matematykow) zdobyl duza popularnosce i znalazi
wicle zastosowan. Zaleta tego modelu jest duza jego prostota oraz intuicyjnosc.
Najczesciej krytykowana wada zbiorow rozmytych jest subiektywizm w okreslaniu tzw,
funkcji_stopnia przynaleznosci elementu do zbioru. Funkcja ta w wielu przypadkach
jest definiowana dos¢ dowolnie, co zdaniem krytykow teorii zbiorow rozmytych nie
pozwala na scisle operowanie tym pojeciem. Teoria zbiorow rozmytych znalazia rowniez
zastosowanie w systemach sztucznej inteligencii, jednakze glownie w podejsciu
behawiorystycznym, a nie symbolicznym. Wiaze sie to z wymieniona wada tej teorii, a
mianowicie brakiem dostatecznej scistosci matematycznej, co w konsekwencji nie
pozwala na zbudownie (jak dotad) cdpowiedniej logiki rozmytej, chociaz proby w tym
kierunku byly robione przez w1e1u autorow.

W niniejszym opracowaniu chcialbym przedstawic inne podejscie do wiedzy i jej
reprezenatcji dla celow sztucznej inteligencji, anizeli to ma miejsce w podanej
poprzednio literaturze. Podejscie to jest oparte o tzw. teorie zbiorow przyblizonych
(patrz Pawlak (1982)) i zostalo szczeglowo omowione w licznych pracach, oraz
podsumowane w ksiazce (patrz Pawlak (1991)). Punktem wyjscia proponowanego podejscia
jest nowe spojrzenie na nieprecyzyjnos¢ poje¢, wiedze oraz jej reprezentacje, chociaz
wiele podobnych elementow mozna znalez¢ we wczesniejszych pracach innych autorow
(patrz Dubois i Prade (1988)).

Wydaje sie, ze zaproponowane podejscie moze stanowi¢ dobra podstawe teoretyczna
do wielu problemow sztucznej inteligencji, a w szczegolnosci teorii wiedzy i jej
reprezentac], chociaz oczywiscie nie nalezy sie spodziewac, ze rozwiaze ono wszelkie
problemy w tej dziedzinie.

Jak wykazaly dotychczasowe badania teoria zbiorow przyblizonych pozwala czesto
uzyskac¢ dobre rezultaty praktyczne, w przypadkach gdzie inne metody okazaly sie nie
przydatne (patrz Slowinski (1992)). Wiaze sie to z faktem, ze proponowane podejscie
nie wymaga numerycznego charakteryzowania nieprecyzyjnosci pojec¢ a uzywa do tego
celu srodkow teorio-mnogosciowych. W konsekwencji umozliwia to sciste sformutowanie
rozumowan o charakterze jakosciowym, ktore stanowia podstawe rozumowan potocznych.
Warto dodac¢. ze zblizona koncepcje podal ostanio De Glas (patrz De Glas (1991)),
jednakze jego podejscie jest znacznie mniej zaawansowane. Nadmienmy jeszcze ze
metodologia zbiorow przyblizonych moze byc¢ stososwana zarowno do podejscia
behawiorystycznego jak i symbolicznego.

W niniejszym opracowaniu rozpatrzymy przykladowo kilka najwazniejszych problemow
zwiazanych z teoria wiedzy na potrzeby ‘sztucznej inteligencji - w ujeciu zbiorow
przyblizonych - a mianowicie: nieostrose pojec, redukcja wiedzy oraz  wyszukiwanie
zaleznosci w_danych.  Wszystkie wyzej wymienione problemy daje sie latwo i
precyzyjnie sformutowac w jezyku teorii zbiorow przyblizonych, co wiecej ujecie to
prowadzi do nowych faktow na temat rozwazanych zagadnien, i ponadto do nowych
algorytmow komputerowch zwiazanch z reznymi aspektami sztucznej inteligencji.

W pracy stosujemy standardowa notacje matematyczna i nie bedziemy jej blizej
wyjasnia¢ zakladajac, ze jest ona znana czytelnikowi.

2. Wiedza i Klasyfikacja

W pracach z zakresu sztycznej ineligencji dotyczacych wiedzy nie ma nigdzie,
nawet roboczej, definicji tego pojecia. Mowi sie jedynie o reprezenatcji wiedzy.
Wydaje sie, iz aby cos reprezentowa¢ nalezy najpierw wiedzie¢c co ma bye
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reprezentowane. Dlatego tez w proponowanym podejsciu przyjmuje jako punkt wy jscia
definicje pojecia wiedzy i na tej podstawie zdefiniuje pozniej pojecie reprezentacji
wiedzy.

W dalszym ciagu przez wiedz¢ bede rozumial zbior pojec. Takie rozumienie wiedzy,
na pierwszy rzut oka wydaje sie dalekie od powszechnego rozumienia tego pojecia,
jednakze po blizszym  przyjzeniu sie tej definicji okazuje sie, 2e ma ona wiele
wspolnego z paradygmatem wiedzy obowiazujacym aktualnie w sztucznej inteligencji i w
istocie jest ona mu bardzo bliska. Z drugiej strony, formalnie taka definicja wydaje
sie calkiem naturalna i przypomina ona definicje wielu innych poje¢. Na przykiad
teoria jest definiowana w logice jako zbior twierdzen, a jezyk w lingwistyce
matematycznej - jako zbior zdan. Z formalnego punktu widzenia wiec nic nie
przeszkadza aby wiedze rozumiec¢ jako zbior pojec.

Pozostaje jeszcze do wyjasnienia co rozumiemy przez pojecie. Jak wiadomo w
konwencji teorio-mnogosciowej, pojecie utozsamia sie z podzbiorem pewnego ustalonego
zbioru obiektow, ktorymi jestesmy zainteresowani. Np. pojecie stary czlowiek
utozsamia sie w tej konwencji ze zbiorem wszystkich ludzi starych, a pojecie dobra
ksiazka ze zbiorem wszystkich dobrych ksiazek. Widac od razu, ze ten sposob
formalizacji poje¢ jest malo intuicyjny, jednakze jak dotad lepszego sposobu nie
znaleziono, dlatego w dalszym ciagu bedziemy postugiwac¢ sie ta konwencja.

Tak wiec dla zdefiniowania wiedzy musimy mie¢ pewien zbior obiektow, ktorymi
jestesmy zainteresowani. Czym sa obiekty nie gra roli. Moga to byc obiekty ﬁzyczne
abstarkcyjne, momenty czasu etc. Oczywiscie przyjmiemy, iz zbior ten jest skonczony i
ustalony na czas naszych rozwazan. Zbior taki bedziemy nazywac uniwersum. Majac wiec
ustalone uniwersum mozemy nastepnie wybra¢ odpowiedni zbior pojec do wyrazania
wiasnosci tegoz uniwersum. Oczywiscie zaleznie od zainteresowan, mozemy operowac
roznym zestawem pojec odnosnie tego samego uniwersum. Np. jezeli uniwersum jest
zbiorem ludzi, to dla wyrazenia ich stanu zdrowia potrzebny jest inny zestaw pojec¢
anizeli dla analizy ich umiejetnosci zawodowych.

Poniewaz pojecie jest podzbiorem ustalonego uniwersum, w ten sposob, kazde
pojecie wprowadza podziat objektow na dwie klasy: tych objektow ktore do rozwazanego
pojecia naleza i tych - ktore do niego nie naleza. A wiec z kazdym pojeciem zwiazana
jest klasyfikacja binarna. Wygodniej jest przyjac troche ogolniejsze zalozenie, a
mianowicie, ze klasyfikacja moze bye podzialem na wiecej niz dwie klasy. Dlatego tez
w dalszym ciagu bedziemy przyjmowali, 2e wiedza zwiazana jest z rodzina podzialow
(klasyfikacji) ustalonego uniwersum. Np. jezeli rozwazanym uniwersum jest zbior ludzi
w okreslonym szpitalu, to wiedza potrzebna do diagnozy ich stanu zdrowia, oraz
terapii wiaze sie z mozliwoscia klasyfikowania ich odnosnie np. temperatury ciala,
cisnienia krwi, etc. Rowniez automat ktory mialby autonomicznie zachowywac sie
wlasciwie w okreslonym otoczeniu musi by¢ wyposazony w sensory, ktore daja mu
informacje o otoczeniu oraz jego stanie wewnterznym, klasyfikujac w ten spossb stany
otoczenia oraz jego stany wewnetrzne i umozliwjajac mu wlasciwa, reakcje na otoczenie.
Wiadomo, ze umiejetnosc klasyfikacji jest podstawowym mechanizmem, w ktory wposozone
sa wszystkie istoty zyjace - niezbednym do celowego dzialania w otoczeniu. Podobnie
klasyfikacja na poziomie abstarkcyjnym jest podstawowym mechanizmem nauki. Tak wiec
wybranie umiejetnosci klasyfikowania jako podstawoego mechanizmu wiedzy, przynajmniej
z punktu widzenia potrzeb sztucznej inteligencji wydaje sie calkowicie uzasadnione.

Zwroecmy rowniez uwage, ze przyjety tu punkt widzenia na wiedze ma charakter
jakosciowy a nie ilosciowy. Nie mowimy tu o pomiarze temperatury, a klasyfikacji ze
wzgledu na temperature, co nie musi wiazac sie z liczbowym wyrazeniem temperatury.
Proponowane podejscie wiaze sie wiec w bardzo naturalny sposob z intensywnie ostatnio
uprawianym jakosciowym podejsciem do wielu rozumowan (np. w fizyce jakosciowej)
uwazanym rowniez za dzial sztucznej inteligencji.
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W swietle powyzszych rozwazan naturalna rzecza jest przyjecie definicji wiedzy o
okreslonym swiecie (uniwersum) jako zbioru podzialow (klasyfikacji) ze wzgledu na
intersujace nas wilasnosci. To znaczy, ze wiedze na okreslony temat (o ustalonym
uniwersum) utozsamiamy z umiejetnoscia klasyfikowania intersujacych nas zjawisk,
procesow, mysli etc. (obiektew uniwersum). Oczywiscie definiacja ta miesci sie w
podanej na poczatku ogolniejszej definicji wiedzy, gdyz kazdy podzial wyznacza pewien
zbior poje¢, ktore sa blokami tego podzialu.

3. Wiedza i Baza Wiedzy

W paragrafie tym podamy scisie, matematyczne sformulowanie poprzednich rozwazan.
W tym celu wprowadzimy najpierw pojecie bazy wiedzy.

Niech U bedzie skonczonym, niepustym zbiorem, zwanym uniwersum. Elementy U
bedziemy nazywac obiektami i bedziemy oznaczac malymi literami alfabetu x, y, z,
ewentualnie ze wskaznikami. Jezeli x jest obiektem uniwersum U zapiszemy x € U. Kazdy
podzbior X € U bedziemy nazwyli pojeciem w U. Dowolna rodzine podzbiorow (pojec) P(U)
bedziemy nazywali wiedza o U, natomiast pare K = (U, P(U)) nazwiemy bazaa wiedzy o U.

Baza wiedzy w naszym ujeciu jest wiec para skiadajaca sie ze swiata (uniwersum)
ktorym jestesmy zainteresowani oraz zbioru poje¢, ktorymi chcemy ten swiat opisywac.
Ten zbior pojec stanowi wiedze o interesujacym nas swiecie. Definicja ta pozornie
odbiega dalece od tego co sie potocznie rozumie w sztucznej inteligencji przez baze
wiedzy, ale jak sie przekonamy w dalszym ciagu powyzsza definicja bardzo dobrze
oddaje intuicje bazy wiedzy przyjmowane aktualnie w tej dyscyplinie.

Poniewaz, jak to podalismy poprzednio, jestesmy zaintersowani takimi ukiladami
poje¢ ktore stanowia podzialy, nasza definicje bazy wiedzy mozemy zmodyfikowaec w
nastepujacy sposob. :

Przez baze wiedzy bedziemy rozumieli pare K = (U, C), gdzie C = {CI,C2, ...,Cn}

jest rodzina podzialow (klasyfikacji) U, to jest kazdy podziat C e C jest rodzina
roztacznych podzbiorow U taka, ze ich suma jest rowna calemu uniwersum.

Ze wzgledow matematycznych wygodniej jest uzywac zamiast podzialow, relacji
rownowaznosci, gdyz oba te pojc¢ia sa rownowazne (tj. kazdy podzial wyznacza pewna
relacje rownowaznosci i odwrotnie - kazda relacja rownowaznosci wyznacza pewien
podzial) - natomiast relacje rownowaznosci sa latwiejsze w operowaniu. Dlatego tez
wyzej podana definicje bazy wiedzy sformulujemy nastepujaco: baza wiedzy bedziemy -
nazywali system relacyjny X = (U, R), gdzie R = {Rl’ Ry, ... ,R n}, oraz kazde R;

(1,2, ..., n) jest relacja rownowaznosci. Oczywiscie kazdy podziat U/R (tj. zbior
klas abstrakcji relacji R) jest, zgodnie z przyjeta poprzednio definicja, wiedza o U.
Dla uproszczenia rowniez kazda relacje R € R bedziemy rowniez nazywali wiedza o U.

Wprowadzimy obecnie dwa wazne rodzaje poje¢, a mianowicie pojecia podstawowe i
pojecia elementarne.

Klasy abstrakcji kazdej relacji R € R (tj, zbiory Y € U/R) bedziemy nazywali
pojeciami podstawowymi w bazie wiedzy K. Np. jezeli relacja R € R reprezentuje
podzial obiektow uniwersum ze wzgledu na kolor, to poszczegolne klasy abstrakcji tej
relacji sa pojeciami podstawowymi w tej bazie i odpowiadaja pojeciom mozliwych
kolorow, np. czerwony, zielony, etc.

Poniewaz iloczyn teorio-mnogosciowy relacji rownowaznosci jest rowniez realcja
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rewnowaznosci, a wiec kazda rodzina R relacji rownowaznosci wyznacza rowniez
relacje rownowaznosci | R a tym samym podzial U/;Q R, tj. zbior pewnych pojec o U,
gdzie R oznacza iloczyn wszystkich relacji nalezacych do R. Klasy abstrakeji
relacji nq{ bedziemy nazywali pojeciami elemeniranymi (atomowymi) w bazie K. Oznacza
to, ze jezeli mamy na przykiad w jakiejs bazie wiedzy pojecia elementarne czerwony
(zbior wszystkich obiektow czerwonych) oraz kwadrarowy (zbior wszystkich obiektow
kwadratowych), to w bazie tej istniej tez pojecie, ktore jest kombinacja powyzszych
poje¢, a mianowicie czerwony oraz kwadratowy (czerwony kwadrat, tj. zbior wszystkich
obiektow, ktore sa czerwonymi kwadratami) i pojecie to jest wilasnie pojeciem
elementarnym w tej bazie wiedzy. Pojecia elementarne sa jak gdyby najmniejszymi
pojeciami ktorych mozemy uzywac do opisu naszego swiata (uniwersum). Rodzina
wszystkich pojec elementarnych U/ R jest oczywiscie wiedza o U, i bedziemy ja
nazywac wiedza elemenetarna. Dla uproszczenia rowniez zbior relacji rownowaznosci R
bedziemy nazywac¢ wiedza o U. -

Jezeli pojecie X w bazie wiedzy K jest suma teorio-mnogosciowa pojec
elementarnych bazy wiedzy K, to pojecie X bedziemy nazywali pojeciem definiowalnym w
bazie wiedzy K; w przeciwnym wypadku pojecie X jest niedefiniowalne w K. Zauwazmy, 2¢
jezeli X i Y sa pojeciami definiowalnymi w bazie wiedzy K, to ich iloczyn i suma
teorio-mnogosciowa, a takze uzupelnienie sa rowniez pojeciami definiowalnymi w tej
bazie wiedzy. Pojecia elementarne moga byc¢ wiec przyrownane do cegielek (atomow) z
ktorych skilada sie kazde pojecie definiowalne w danej bazie wiedzy. Tak wiec rodzina
podzialow, lub rodzina relacji ronowaznosci, wyznacza jednoznacznie zbior pojec
elementarnych danej bazy wiedzy, a tym samym zbior wszystkich poje¢ definiowalnych
tej bazy, tj. wszystkiego tego co moze by¢ w tej bazie wiedzy wyrazone. Zbior pojec
elementarnych moze by¢ wiec uwazany za jednoznaczna charakterystyke kazdej bazy
wiedzy.

Wprowadzone pojecia wiedzy i bazy wiedzy pozwalaja na scisle i proste
definiowanie wielu waznych aspektow wiedzy, z ktorych kilka przykiadowo podajemy

ponizej.

Powiemy, ze baza wiedzy K = (U, Q) jest rownowazna bazie wiedzy K> = (U, R),
jezeli Uln Q = U/n R, tzn. jezeli zbiory pojec elementarnych bazy wiedzy K oraz K sa
identyczne. Znaczy to, ze bazy wiedzy K i K* rownowazne, gdy posiadaja one taki sam
zbior poje¢ elementarnych (atomowych), a w konsekwencji - taki sam zbior pojec
definiowalnych. Mowiac inaczej, jezeli bazy wiedzy K i K> sa rownowazne to zawieraja
one taka sama wiedze o uniwersum U.

Mozemy rowniez latwo zdefiniowae, uzywajac wprowadzonego formalizmu, pojecia
wiedzy ogolniejszej 1 bardziej szczegolowe;.

Powiemy, ze wiedza Q jest ogolniejsza od wiedzy R (lub, ze wiedza R jest
bardziej szczegotowa od wiedzy Q) gdy n R € n Q, tzn. kazda klasa abstrakcji relacji
n R jest zawarta w jakiejs klasie abstrakcji relacji n Q; mozemy tez powiedziec, ze
wiedza Q jest uogolnieniem wiedzy R, a wiedza R jest uszczegolnieniem wiedzy Q.
Mowiac jeszcze inaczej wiedza Q jest ogolniejsza od wiedzy R, gdy kazde pojecie
wiedzy Q jest pewna kombinacja poje¢ wiedzy R. A wiec wiedza bardziej szczegolowa
(ogolniejsza) posiada bardziej szczegolowe (ogolne) pojecia. Np. jezeli w jakiejs
bazie wiedzy mamy pojecie koloru czewonego, zas w innej bazie wiedzy mamy pojecia
wielu odcieni czerwieni, to pierwsza wiedza jest ogolniejsza od drugiej, natomiast
druga - jest bardziej szczegolwa od pierwszej.

Przyjeta definicja wiedzy oraz bazy wiedzy, jest wiec naturalna i pozwala na
latwe definiowanie interesujacych nas wiasnosci wiedzy.
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3. Reprezentacja Wiedzy

Poniewaz w proponowanym ujeciu wiedza jest, z fromalnego punktu wiedzenia,
systemem relacyjnym, scislej zbiorem relacji rownowaznosci, powstaje pytanie jak taki
zbior mozna wygodnie reprezentowac w pamieci komputera. Istnieje do tego celu bogaty
arsenal srodkew. Mozna tu np. zastosowac rachunek predykatow, ktory na pierwszy rzut
oka wydaje sie najbardziej naturalny do tego celu. Tak jednakze nie jest.
Zaproponujemy tu formalizm, ktory jest znacznie wygodniejszy niz rachunek predykatow
do reprezentowania relacji rownowaznosci w komputerze - mianowicie zbior relacji
rewnowznosci bedziemy przedstawia¢ w postaci tablicy, ktorej wiersze sa indeksowane
obiektami, kolumny - atrybutami, zas elementami tablicy sa wartosci atrybutow. Kazdej
obiektowi i atrybutowi jest jednoznacznie przyporzadkowana w tablicy wartosc¢ atrybutu
w ten sposob, ze wartos¢ ta reprezentuje wiasnosc tego obiektu dla danego atrybutu.
Np. jezeli obiektem jest KOWALSKI, atrybutem zas WIEK, to wartoscia tego atrybutu dla
obiektu KOWALSKI moze by¢ np, MLODY. Tablice takie nosza nazwe systemow
informacyjnych, tablic kontygencji, tablic "atrybut-wartosc” i inne. My bedziemy je
nazywac systemem reprezentacji wiedzy.

Prosty przyklad takiej tablicy podany jest nizej.
U abcde

10220
01112
20011
11022
10201
22011
21112
01101

00 N N i A W N =

Tablic 1

W tablicy tej, dla uproszczenia obiekty i wartosci atrybutow sa reprezentowane
liczbami, atrybuty zas - literami a, b, c itp.

Latwo zauwazye, ze kazdy atrybut wyznacza pewna relacje rownowaznosci okreslona
na obiektach tablicy. Do jednej klasy abstrakcji danej realcji rownowaznosci naleza
wszystkie obiekty majace takie same wartosci atrybutew.  Np. atrybut @ wyznacza
relacje rownowaznosci o nastpujacych klasach abtsrakcji

{2, 8}, {1, 4, 5}, {3, 6, 7},
zas atrybut b definiuje relacje o klasach abstrakcji jak nizej
{1, 3, 5}, {2, 4, 7, 8}, {6}.

Oczywiscie kazdy podzbior atrybutow rowniez wyznacza pewna realcje
rownowaznosci. Np. podzbier atrybutow {c, d} wyznacza relacje rownowaznosci o
nastpujacych klasach abstrakcji
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{1}, {3, 6}, {2, 7}, {4}, {5}, {8},

natomaist podzbior atrybutow {a, b, c} wyznacza relacje rownowaznosci o klasach
abstarkcji podanych nizej:

{1, 5}, {2, 8}, {3}, {4}, {6}, {7}.

Kazda wiec taka tablice mozna uwazac¢ za zapis formalny pewnego zbioru relacji
rownowaznosci. Atrybuty mozna wtedy uwazac za nazwy relacji rownowaznosci
wystepujacych w systemie, zas wartosci atrybutow - za nazwy klas abstrakcji danej
relacji.

Odwrotnie, dla kazdego systemu relacyjnego (bazy wiedzy, czyli zbioru relacji
rownowaznosa) mozna podac tablice, taka jak to pokazano wyzej, ktora ten system
reprezentuje. Zauwazmy, ze taka operacja nie jest jednoznaczna. Kazdej bazie wiedzy .
mozna przyporzadkowae wiele tablic, rozniacych sie nazwami atrybutow i nazwami
wartosci atrybutow. Jezeli te roznice uznamy za nieistotne, to rowniez i ta operacja
bedzie jednoznaczna. Tak wiec zamiast mowic o relaCJach rownowaznosci (wiedzy)
mozemy, przy przyjetym sposobie reprezentacji wiedzy, mowic o danych zawartych w
tablicy - co ma bardzo duze praktyczne znaczenie z algorytmicznego punktu widzenia,
pozwala bowiem na proste sformuiowanie wielu podstawowch algortmow zwiazanych z
analiza wiedzy zawartej w bazie wiedzy. Baze wiedzy mozna uwazac za twor semantyczny,
zas odpowiadajacy jej system reprezentacji wiedzy za - koncept syntaktyczny. Jezeli X
= (U, R) jest baza wiedzy, to odpowiadajacy jej system reprezentacji oznaczymy Sg =

(U, A), lub krocej § = (U, A), gdy K jest znane i gdzie A jest zbiorem atrybutow
reprezentujacych relacje ze zbioru R.

Z kazdym atrybutem a € A mozemy oprocz relacji rownowaznosci zwiaza¢ rowniez
funkcje catkowita [a]: U -> Va’ gdzie Va jest zbiorem wartosci atrybutu a, i zwany
jest dziedzina atrybutu a - taka ze [a] (x) € Va dla kazdego x € U oraz a € A. W

dalszym ciagu wszedzie tam gdzie to nie bedzie prowadzi¢ do nieporozumien zamiast [a]
bedziemu pisa¢ a. Funkcja ta jest wygodna do definiowania wielu pojec dotyczacych
reprezenatcji wiedzy.

Uzywajac wprowadzonego wyzej pojecia funkcji mozemy teraz latwo podac
nastepujaca definicje.

Niech § = (U, A) bedzie systemem reprezenatcji wiedzy i niech B < A. Relacje
Townowaznosci generowana przez zbior atrybutow B < A - oznaczymy przez IND (B) i
zdefiniujejmy nastepujaco:

IND(B) = {(v,y)  U°: dla kazdego a € B, a(x) = a(y)}
oczywiscie
IND (B) =  IND (a),
aeB

oraz

Xivp 8 = 0 Hinp (o)
aeB
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gdzie [x]p ozancza klase abstrakcji relacji p zawiefajaca obiekt x.

Mozemy teraz zamiast uzywac pojecia zbioru relacji, posiugiwac sie pojeciem
systemu reprezentacji wiedzy tj. poprostu tablica danych - i wszystkie interesujace
nas problemy i wilasnosci zwiazane z wiedza wsylawiac dalej w terminach danych

zawartych w tablicy.

4. Pojecia Nieostre, Zbiory Przyblizone

Majac ustalony sposob reprezentacji wiedzy mozemy obecnie przystapic do analizy
intersujacyh nas problemow. Jednym z giownych zagadanien, ktorymi bedziemy sie tu
zajmowac to sprawa nieostrosci poje¢ a w konsewkencji - niedokladnosci wiedzy.

Pojecia moga bye ostre lub nieostre. Na przyklad pojcie liczby parzystej jest
ostre, gdyz o kazdej liczbie naturalnej mozemy jednoznacznie powiedziec czy jest
parzysta czy tez nie, natomaist pojecie pieknej kobiety jest niesotre, gdyz nie o
kazdej kobiecie mozemy powiedziec czy jest piekna czy tez nie. O niektorych kobietach
mozemy stwierdzi¢ jednoznacznie, ze sa piekne - ale moga istnie¢ kobiety ktorych nie
potrafimy jednoznacznie zakwalifikowa¢ jako piekne czy tez nie. Niemozliwosc
rozstrzygniecia niektorych przypadkew nie wynika z naszego braku wiedzy na okreslony
temat, lecz jest zwiazana z istota nieprecyzyjnosci pojec, i zwiekszanie wiedzy na
ich temat nie zmienia tu sprawy. Jak wspomniano we wstepie problematyka niesotrosci
poje¢ interesowata od dawna filozofow, logikow, lingwistow - a ostatnio bardzo
intensywnie zajeli sie tym zagadnieniem rowniez informatycy, a scislej badacze
zajmujacy sie sztuczna inteligencja.

Wspolczesna matematyka (scislej teoria mnogosci) pozwala na operowanie jedynie
pojeciami ostrymi, natomiast pojecia nieostre nie moga byc traktowane metodami teorii

mnogosci.

Istnieje wiele podejsc teoretycznych do tego zagadnienia, ktorych z uwagi na
obszernos¢ tego tematu nie bedziemy tu referowa¢, a zwrocimy jedynie uwge na
kierunek, ktory nieostros¢c poje¢ wiaze z istnieniem tzw. obszaru granicznego
(booundary-line region), tj. przypadkow ktere z racji swej istoty nie moga bye
prawidlowo zaklasyfikowane, niezaleznie od wiedzy, ktora na ich temat posiadamy.
Pierwszy, ktory zwrocit uwage na nieostrosc pojec byl filozof 1 logik niemiecki,
tworca wspoliczesnej logiki, Gotlob Frege (patrz Frege (1904)). Pisze on:

The concept must have a sharp boundary. The concept without a sharp boundary
there would correspond an area that had not a sharp boundary-line all around.

Teoria zbiorow przyblizonych nawiazuje do tej idei i moze by¢ uwazana za pewna
jej formalizacje. Podstawowym pomysiem jest tutaj zastapienie nieprecyzyjnego pojecia
para poje¢ precyzyjnych, zwanych dolnym i gormnym przyblizeniem tego pojecia. Np.
dolnym przyblizeniem pojecia piekna kobieta jest zbior wszystkich tych kobiet, ktore
bez watpienia sa piekne, natomiast gornym przyblizeniem tego pojecia bedzie zbior
tych wszystkich kobiet, ktorych nie mozna wykluczye, ze sa piekne. Roznica miedzy
gomnym i dolnym przyblizeniem jest wlasnie tym obszarem granicznym, do ktorego naleza
wszystkie przypadki, ktore nie moga byc¢ prawidiowo zaklasyfikowane, na podstawie
aktualnej wiedzy. Dolne i gorne przyblizenie pojecia nieostrego sa pojeciami
dokiadnymi, tak ze mozna do nich stosowac metody klasycznej teorii mnogosci. Im
wiekszy obszar graniczny pojecia tym bardziej jest ono nieostre (nieprecyzyjne,
nieokreslone). Oczywiscie pojecia precyzyjne maja obszar graniczny pusty, tzn. kazdy
przypadek w takim przypadku moze by¢ prawidlowo zaklasyfikowany.
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Podane wyzej rozwazania sformulujemy obecnie we wprowadzonym w poprzedniej
sekcji jezyku. W tym celu wprowadzimy idee przybliZenia jednego pojecia przez inne
pojecie (j. przyblizania jednych zbiorow przez inne zbiory). W tym celu wprowadzimy
nastepujace definicje.

Niech S = (U, A) bedzie systemem reprezenatcji wiedzy, oraz B < A. Przez dolne
B-przyblizenie X w S bedzigmy rozumieli zbior

BX = U{Y € U/IND (B): Y < X}
zas przez gorne B-przybliienie X w § - zbior

BX = U{Y € U/IND (B): Yn X # a}.

Dolne przyblizenie pojgcia jest wigc suma teorio-mnogosciowg wszystkich tych
poje¢ elementarnych, ktore sa w nim zawarte, zas gorne przyblizenie - jest suma tych
wszystkich poje¢ elementarnych ktore maja niepuste przecigcie z danym pojeciem.

Roznica miedzy gornym a dolnym przybliZzeniem jest brzegiem pojecia. Prowadzi to
do nastepujacej definicji.

B-brzegiem pojecia X w S, nazwiemy zbiér BNg(X) = BX- BX.

Bedziemy uzywac nastepujacej terminologii. Jezli x € BX - powiemy, ze x jest

pozytywnym przykladem (reprezentantem) pojecia X; jezeli x € U - BX = NEGB(X) -

powiemy, zZe x jest negatywnym przykladem (reprezentantem) pojecia X jezeli x e
BNB(X), to x bedziemy nazywaC brzegowym przykladem (reprezentantem) pojecia X.

Wprowadzimy ponadto nastepujace terminy: BX = POS 5X) - obszar pozytywny X, NEGg(X) -
‘obszar negatywny X, oraz BNB(X) - obszar brzegowy QUb krocej - brzeg) X.

Dolne przybliZenie pojecia jest to wigec pojecie (dokladne) do ktorego naleza
wszystkie obiekty co do ktorych nie ma watpliwosci, Ze sa one reprezentantami tego
pojecia w swietle posiadanej wiedzy. Do gornego przyblizenia naleza obiekty, ktorych
nie mozna wykluczy¢, Ze s3 reprezentantmi tego pojecia przy posiadanej wiedzy.
Brzegiem zas pojecia s3 wszystkie te obiekty o ktorych nie wiadomo, na podstawie
posiadanej wiedzy, czy sa one czy tez nie reprezentantami danego pojecia.

Oczywiscie pojecie jest definiowalne w danym systemie reprezenatcji wiedzy tylko
wtedy gdy jego obszar brzegowy jest pusty, lub innymi slowy, gdy jege dolne 1 gorne
przyblizenia s3 identyczne. Oczywiscie im wiekszy jest obszar brzegowy pojecia tym
bardziej jest ono nieostre.

Tak wiec pojecia ostre (dokladne) w danej bazie wiedzy, to tylko te pojecia,
ktore sa suma teorio-mnogosciowa pojec elementarnych (atomowych) w  tej bazie wiedzy.
Wszystkie inne pojgcia sa pojeciami nieostrymi. Pojecia ostre (w danej bazie wiedzy)
s3 to wiec pojecia, ktore mozna wyrazi¢ przy pomocy pojec elementarnych intersujacej
nas bazy wiedzy. Oczywiscie dane pojecie moze by¢ dokladne w jednej bazie wiedzy a
niedokladne w innej. :

' Dla dokladniejszego scharakteryzowania nieostrosci poje¢ wprowadzimy dwie metody
scistego jej okreslania. Pierwsza bedzie miala charakter numeryczny, druga zas
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topologiczny.

Dla numerycznego scharakteryzowania nieostrosci pojec wprowadzimy nastepujaca
miare

card RX
card RX
gdzie X # o oraz R € A, ktora bedziemy nazywac wspolczynnikiem dokladnosci pojecia X

w systemie reprezentacji wiedzy S = (U, R) (lub bazie wiedzy K = (U, IND (R)), lub
krotko - wspolczynnikiem dokladnosci X.

“R(X) =

Oczywiscie 0 = «p(X) = 1. Jezeli wiec ap(X) = 0, to pojecie X jest catkowicie

nieostre i jego wlasnosci nie moga by¢ wyrazone za pomoca zbioru atrybutow R (wiedzy
IND (R)); jezeli aR(X) = 1, to pojecie jest ostre i jego wiasnosci moga by¢ w peini

wyrazone za pomoca zbioru atrybutow R, natomiast w przypadku gdy 0 < ap(X) 1 pojecie
jest rowniez nieostre i jego wlasnosci moga by¢ czesciowo wyrazone przy pomocy zbioru
atrybutow R (wiedzy IND (R)).

Zilustruyjmy powyzsze rozwazania nastepujacym przykiadem. Przyjmijmy system
reprezenatcji wiedzy jak pokazano w Tablicy 2.

U abcde
1 10220
2 01112
3 20011
4 10220
5 01112
6 22011
7 01112
8 10220
Tablica 2

W systemie tym mamy nastepujce pojecia elementarne:
El = {xla x4)x8}
E2 = {XZ, Xg» x7}
E3 = {x3}
E4 = {x6}
Przyjmijmy ponadto nastepujace pojecia
Xl = {x]’ X4 x5} |
X2 = {x3a xs}
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Xy = {3, X Xg}
i sprawdzmy czy pojecia te sa ostre. W tym celu nalezy policzy¢ dolne i gome

przyblizenia tych poje¢ oraz ich wspolczynniki dokiadnosci. Wyniki tych obliczen-
podane sa ponizej, gdzie R = {q, b, c, d, e}.

RX1= E/VE, = {xl, Xy, X4y X5y Xg, x8}
BNp(X)) = E{ VE, = {xl, Xos X4, Xsy X7, x8}
NEGR(X;) = E3 v E, = {x3, x¢}

ocR(Xl) =0/6 =0

RX, = E5 = {x3}

RX2 = E2 v E3 = {x2, X3, Xs5 x7}
BNp(X,) = E, = {x2, Xs, x7}
NEGR(X2) = E1 v E = {xl, X45 X x8}
ap(Xy) = 1/4

I_?X3 = E3 v E4 = {x3, x6}

RX3 = E1 v E3 v E4 = .{xl, X3, X45 Xg5 x8}
BNp(X3) = E| = {x, x4 Xg

ap(X 3 ) = 2/5

Dla ilustracji podalismy rowniez obszary brzegowe oraz obszary negatywne tych
pojec. A wiec zadne z rozpatrywanych poje¢ nie jest ostre.

Zwroemy uwage, ze wspolczynnik dokladnosci poje¢ nie jest przyjmowany dowolnie,
jak to ma miejsce np. w zbiorach rozmytych, a jest obliczany na podstawie danych
wystepujacych w systemie reperezenatcji wiedzy.

Numeryczna charakteryzacja nieostrosci pojec nie daje peinej informacji o
charakterze nieostrosci pojecia dlatego podamy jeszcze jeden spsosob charakteryzacji
nieostrosci, ktory bedziemy nazywali topologicznym. Okazuje sie mianowicie, ze przy
przyjetej definicji wiedzy istnieja cztery naturalne rodzaje nieostrych pojec, ktore
zdefiniowane sa ponize;j.

Niech X bedzie pojeciem nieostrym w § = (U, A) oraz R < A.
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a) Jezeli RX # o oraz RX = U, to X jest w preyblizeniu R-definiowalne
b) Jezeli RX = o oraz RX # U, to X jest wewnetrznie R-niedefiniowalne

c) Jezeli RX # o oraz RX = U, to X jest zewnetrznie -niedefiniowalne

d) Jezeli RX = & oraz RX = U, to X jest calkowicie R-niedefiniowalne.

Znaczenie tych definicji jest nastepujace.

Jezeli pojecie X jest w przyblizeniu R-definiowalne znaczy to, ze przy pomocy
zbioru atrybutow R (wiedzy IND (R)) mozna okreslic pozytywne i negatywne przyklady
pojecia X, ale istnieje rowniez pewien obszar brzegowy tego pojecia.

Jezeli pojecie X jest wewnetrznie R-niedefiniowalne nie mozna przy pomocy zbioru
atrybutow R (wiedzy IND (R)) zdefiniowa¢ pozytywnych przykiadow pojecia X.

Jezeli pojecie X jest zewnetrznie R-niedefiniowalne nie mozna przy pomocy zbioru
atrybutow R (wiedzy IND(R)) zdefinowac negatywnych przykladow pojecia X.

Jezeli pojecie X jest calkowicie R-niedefiniowalne nie mozna w opraciu o zbior
atrybutow R (wiedze IND (R)) zdefiniowac ani przykladow pozytywnych ani negatywnych
pojecia X.

Jest to bardzo wazna klasyfikacja poje¢ nieostrych, mowi ona bowiem jak wiaze
sie wiedza z mozliwoscia okreslania pewnych pojec. Np. gdybysmy chcieli przy pomocy
odpowiednich symptomow okreslic jakas chorobe mogloby sie okazac, ze jest to
niemozliwe. Mogloby sie rowniez zdarzye np. ze dany zestaw symptomow pozwala
scharakteryzowac¢ osoby ktore napewno nie sa chore na okreslona chorobe, natcmiast nie
pozwalaja one dobrze okresli¢ ludzi chorych (badz odwrotnie). Intu1chnle wiaze sie
to faktem, ze pojec niesotrych nie obowiazuje klasyczna logika a w szczegolnosci
klasyczna negacja.

Ponizszy przykiad obliczeniowy jest dokladniejsza ilustarcja powyzszych
rozwazan.

Przyjmijmy system reprezentacji wiedzy jak podano w Tablicy 3.

U a b ¢ d
0O 1 0 2 O
1 1 0 2 O
2 2 0 0 1
3 0 1 1 1
4 2 1 0 O
5 0 1 1 1
6 2 0 0 1
7 0O 0 2 1
8 2 1 0 0
9 2 0 0 1
10 0 0 2 1
Tablica 3
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W systemie tym mamy nastepujce zbiory elementarane:
E; = {xp 1}

Ey = {x), X %o}

Ey = {x3, x¢}
Ey = {x4 xg}
E = {x7, xlO}'

Nastepujce zbiory
X) = {xg xpp Xy g}

Yy = {x3, x4, X5, xg}

Zy = {x %3, X5, Xg, Xg}

sa zbiorami definiowalnymi w tym systemie reprezentacji wiedzy. Natomiast zbiory

Xy = {xo, X3, X4» X5, Xg, xlo}
Y2 = {xp, X7, xg, x10}

Zy = {x2, X3, Xy x8}

sa zbiorami w przyblizeniu definiowalnymi w tym systemie. Poniezej podano

przyblizenia i dokladnosci dla powyzszych zbiorow.

RX, = E; v E, = {x3 ,x4,x5,x8}

RX) =E; v By v Ey v Eg = {x5,%),%3,%,X5,%7%g,% 0}

BNp(X,) = E; v Eg = {xO,xl,x./,xlO}
ap(X,) = 4/8 = 1/2

RY, = E5 = {xq,X19}

RY2 =E; VE vEg = {xO,xl,x4,x7,x8,x10}
BNp(Yy) = Ey v Ey= {x4,X7,%3,%0}
ap(Yy) = 2/6 = 1/3

Rzy =E4 = {xg.xg}

RZ, = E

v E3 v E4 = {x2,x3,x4,x5,x6,x8,x9}

14
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BNp(Zy) = Ej v E3 = {tpx3,05.%¢ X0}
wp(Zy) = 2/7

| Zbiory

Xy = {xpX| Xy 3%}
Yy = {x) X X3.X6Xg4g:X 10}
Zy = {xgXyXyXyXgXyo)

sa przykiadami wewnterznie niedefiniowalnych poje¢c w tym systemie a ich przyblizenia
i dokiadnosci sa nastepujace:

§X3 =E] = {xO’xl}

RXy = U
BNR(X3) = E2 V) E3 v E4 v E5 = {x2,x3,x4,x5,x6,x7,x8,x9,x10}
aR(X3) = 2/11

RYy = E; = {x),x5%,}

RY; = U

BNR(Yy) = By v E3 v Ey v Eg = {xo),X3,%,X5,%7,%g,% o}
aR(Yy) = 3/11

RZ, = E; = {x ,x8}

U

Rzy

aR (Z3) = 2/11

Zbiory

Xy = oxpxs}
Xy = Opxpxgxg)

Zy = {rpx3ay}

sa przykiadami pojec wewnetrznie niedefiniowalnych w tym systemie a wiec ich dolne
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przyblizenia sa puste, zas gorne przyblizenia podane sa nizéj.

RX4 =E VEyVE; = {xo,xl,xz,x3,x5,x6,x9}
RY, = E{VE, VE, VE, {xo,x1 x2,x4,x6,x7,x8,x9,x10}
RZ4 = E2 v E3 U E4 = {x2,x3,x4,x5,x6,x8,x9}.

Powyzsze zbiory sa przykladami pojec calkowicie niedefiniowalnych w
rozpatrywanym systemie reprezentacji wiedzy.

Xs = {xgXp X350}
Ys = {x;X5%gXgX 0}
Z5 = gy Xy X5y}

Z podanych przykiadow widac wyraznie, jak istotny wplyw na to co chcemy wyrazic
ma dobor atrybutow (wiedzy). Jest to sprawa intuicyjnie oczywista, jednakze w
zaproponowanym formalizmie mozna ja wyrazic scisle, a co waznieniejsze mozna na tej
podstawie podac algortymy, ktore taka ocene moga robic automatycznie.

5. Redukcja Wiedzy

Zgodnie z przyjeta definicja wiedza jest zbiorem poje¢. Kazda baza wiedzy jest
natomiast jednoznacznie okreslona przez jej zbior poje¢ elementarnych, ktore sa
zdefiniowane na podstawie poje¢ podstawowych wystepujacych w danej bazie wiedzy. Moze
sie wiec okaza¢, ze nie wszystkie pojecia podstawowe sa potrzebne do zdefiniowania
wszystkich pojec elementarnych, okreslajacych dana baze wiedzy. Prowadzi to do
pytania jak usunac z bazy wiedzy te pojecia, ktore sa zbedne z punktu widzenia ich
przydatnosci do definiowania pojec elementarnych. Poniewaz pojecia elementarne
wyznaczaja co mozna w danej bazie wiedzy wyrazi¢, wiec usuniecie wszystkich pojec
zbednych nie uszczupla "mocy ekspresji" bazy wiedzy. Problem ten w naszym ujeciu
sprowadza sie do eliminacji zbednych atrybutow w systemie reprezentacji wiedzy. W
dalszym ciagu problem ten zdefinjujemy precyzyjniej.

Niech § = (U, A) bedzie systemem reprezentacji wiedzy i niech P < A.

Powiemy, ze atrybut a € P jest-zbedny w P, gdy IND (P) = IND (P - {a}); w
przeciwnym wypadku atrybut a jest niezbedny w P. -

Zbior atrybutow P jest niezalezny (w S), gdy kazdy atrybut nalezacy do P jest
niezbedny w P.

Podzbior atrybutow Q < P jest reduktem zbioru atrybutow P gdy
a) Zbior atrybutow Q jest niezalezny
oraz
b) IND (P) = IND (Q).

Z definicji wynika, ze reduktem danego zbioru atrybutow jest taki jego mimalny
podzbior, ktory zapewnia taki sam zbior pojec elementarnych, a wiec taka sama
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mozliwos¢ wyrazania wlasnosci uniwersum, jak oryginalny zbior atrybutow. inaczej
mowiac redukt daje dokladnie taka sama mozliwose klasyfikacji obiektow uniwersum jak

oryginalny zbior atrybutow.

Wprowadzimy jeszcze jedno wazne po jecie, w proponowanym podejsciu, a mianowicie
pojecie jadra zbiory atrybutew P(wiedzy), ktore bedziemy oznaczali przez CORE (P) i
zdefinjujemy jako zbior wszystkich niezbednych atrybutow w zbiorze P. Istnieje wazny
zwiazek miedzy pojeciem jadra a reduktu, ktory wyraza nastepujace twierdzenie:

CORE (P) = n {RED (P},

gdzie RED (P) oznacza zbior wszystkich reduktow zbioru atrybutow P. Jadro zawiera
wiec wiedze, ktora nie moze byc usunieta w zadnym procesie redukcji wiedzy, jest to
wiec w jakims sensie najbardziej istotna czesc wiedzy. Oczywiscie jadro moze bye
zbiorem pustym i wtedy takiej istotnej czesci wiedzy brak. Nastepujacy przyklad sluzy
do zilustrowania powyzszych pojec. a

Przyjmijmy nastepujacy system reprezentacji wiedzy.

U a b ¢ d e
1 0 1 1 1 1
2 1 1 0 1 0
3 1 0 0 1 1
4 1 0 0 1 O
s 1 0 0 0 O
6 1 1 0 1 1
Tablica 4

Latwo sparwdzic na podstawie wyzej podnych definicje, ze jadrem  zbioru
atrybutow {a, b, c, d, e} jest zbior {b, d, e} oraz, ze zbior ten ma dwa redukty {a,
b, d, e} oraz {b, c, d, e}. Znaczy to, ze zamiast Tablicy 3 mozemy rownowaznie uzywac
jedna z ponizszych tablic

U a b d e
1 0 1 1 1
2 1 1 1 O
3 1 0 1 1
4 1 0 1 O
5 1 0 0 0
6 1 1 1 1
Tablica 5
U b ¢ d e
1 1 1 1 1
2 1 0 1 0O
3 0O 0 1 1
4 0 0 1 O
5 0 0 0 0
6 1 0 1 1
Tablica 6

Zwrocmy uwage na roznice miedzy rownowaznymi bazami danych a rewnowaznymi
17



systemami reprezentacji wiedzy. Tablice 10 oraz 11 reprezentuja identyczne bazy
wiedzy, tj. bazy wiedzy odpowiadajace obu tablicom maja identyczne zbiory pojec
elementarnych. Inaczej mowiac kazda z powyzszych tablic wyznacza taki sam podzial
uniwersum. Natomiast w obu tablicach wystepuja rézne nazwy zbiorow elementarnych,
gdyz w obu tablicach wystepuja rozne zbiory atrybutow, a wiec w konsekwencji zbiory
elementarne sa nazywane roznie. Roznica polega na wystepowaniu zamiennie w obu
tablicach atrybutow @ i ¢. Mamy wiec do wyboru jeden z powyzszch atrybutow do
reprezentowania wiedzy. Ma to duze znaczenie praktyczne, gdyz pozwala uzywac jednych
danych zamiast innych maja gwarancje, iz nie zmienia sie przez to wiedzy o uniwersum.
Przykiadowo, jezeli naszym uniwersum sa pacjenci w szpitalu i mozna ich opisa¢
kilkoma rownowaznymi systemami reprezentacji wiedzy, pozwala to na dobor takich
symptomow, ktore sa latwiej, lub taniej mierzalne czy osiagalne. Mozna wiec w takim
przypadku mowic o optymalizacji systemu reprezenatcji wiedzy z uwagi na rozne

kryteria.

6. Zaleznosci w Bazach Wiedzy

Glownym celem autonomicznego inteligentnego systemu jest szukanie zwiazkow
(zaleznosci) miedzy obserwowanymi danymi. Chodzi tu oczywiscie o0 wykrywanie zwiazkow
przyczynowo-skutkowych. Problemten mozna sformutowac¢ w zaproponowanym formalizmie w
rozny sposob. W terminach poje¢ bazy wiedzy mozemy mowi¢ np. o zaleznosci jednej
wiedzy od innej. Intuicyjnie wiedza Q zalezy od wiedzy P, gdy kazde pojecie wiedzy Q
da sie wyrazic w terminach wiedzy P, lub rownowaznie - kazde pojecie elementarne
wiedzy Q da sie wyrazi¢c przy pomocy poje¢ elementarnych wiedzy P. "Da sie wyrazic"
oznacza tu, ze jest ono poprostu suma teorio-mnogosciowa odpowiednich poje¢. Intuicja
ta prowadzi do bardzo prostej definicji formalnej zaleznosci.

Niech K = (U, R), oraz P,Q < R.

Powiemy, 2e wiedza Q zalezy od wiedzy P, symoblicznie P> Q gdy nP < Q, to
znaczy kazda klasa abstrakcji relacji n P jest zawarta w jakiejs klasie abstrakcji

relacji n Q. :

W terminach systemow reprezentacji wiedzy mozemy mowi¢ zamiast o zaleznosci
jednej wiedzy od innej, o zaleznosci atrybutow. Powyzsza definicja zaleznosci wiedzy
przejmie wtedy posatc nastepujaca. .

Niech § = (U, A), oraz P, Q < A.

Powiemy, ze zbior atrybutow Q zalezy od zbioru atrybutow P, symolicznie Ps 0,
gdy IND (P) < IND (Q).

Ta ostania definicja jest wygodniejsza od pierwszej ze wzgledow algorytmicznych,
gdyz pozwala na operowanie atrybutami zamiast relacjami rownowaznosci. Nie bedziémy
tu podawac szczegolowych algorytmow liczenia zaleznosci, a przytoczymy tylko jedno
proste twierdzenie pozwalajace na latwe szukanie wszystkich zaleznosci w danym
systemie reprezentacji wiedzy.

Jezeli P jest reduktem Q, to P 5 Q - P.
Jest to bardzo wazna wiasnosc¢, gdyz mowi ona jak znaleze wszystkie zaleznosci w
systemie reprezentacji wiedzy. Nalezy poprostu najpierw policzye wszystkie redukty a

nastepnie na ich podstawie mozna juz otrzymac w prosty sposob wszystkie zalznosci w
systemie. Ponizszy przykiad zilustruje ta idee dokladniej.
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Rozpatrzmy system reprezentacji wiedzy jak podano w Tablicy 9. Poniewaz w tym
systemie mamy dwa redukty ga, b, d, e} oraz {b, c, d, e} a wiec otrzymamy nastepujace
zaleznosci: {a, b, d, e} » {c} oraz {b, c, d, e} » {a}.

Problematyka zaleznosci jest znacznie bardziej zlozona, nie bedziemy jej
jednakze tutaj blizej analizowae. Chcielismy jedynie pokazac, jak wprowadony
formalizm pozwla na badanie tego problemu.
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